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1. Сущность и методы 
сентимент- анализа
Сентимент- анализ — раздел компьютер-

ной лингвистики, занимающийся распознаванием 

экспрессивной лексики и оценки позиций авто-

ров относительно объектов, событий или процес-

сов, применяющихся в тексте. Главной задачей 

сентимент- анализа является выявление отноше-

ния автора к описываемым объектам, событиям 

или процессам: позитивное, негативное или 

нейтральное.

Сентимент- анализ широко применяется 

в направлениях, связанных с банковским делом 

и финансами (Вдовин, Суркова, Шурупов, 2016; 

Карминский и др., 2004):

– обслуживание клиентов — автоматиза-

ция обработки запросов и повышение качества 

обслуживания;

– маркетинг и исследование рынка — анализ 

отзывов потребителей и реакции на маркетинго-

вые мероприятия;

– финансовый анализ — прогнозирование 

рынка и оценка риска инвестиций;

– социальные сети и медиа — мониторинг 
общественного мнения и реакции на события;

– автоматическая обработка новостей и ком-
ментариев — выявление экспрессивной окраски 
материалов и оценка общественного сознания 
(позиции);

– анализ продуктов и услуг — определение 
полезности отзывов и выявление спама.

Сентимент- анализ в рамках своей анали-
тики учитывает основы лингвистики, статистики 
и машинного обучения. Тексты конвертируются 
в цифровой формат, а далее алгоритмы машин-
ного обучения распределяют их по эмоциональ-
ному многообразию. Простые модели опираются 
на три класса: позитивный, негативный и ней-
тральный, — а более прогрессивные инструменты 
позволяют классифицировать более расширенный 
набор эмоциональных классов. Таким образом, 
сентимент- анализ решает задачу обработки круп-
ных объемов текстов и позволяет автоматизиро-
вать процесс оценки суждений и экспрессивной 
окраски информации.

Методы классификации тональности 
делятся согласно (Вдовин, Суркова, Шурупов, 
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2016) на методы на основе правил и словарей, 
методы машинного обучения с учителем и без учи-
теля, а также методы, основанные на теоретико- 
графических моделях.

Методы на основе правил и словарей отли-
чаются избыточными временными затратами. 
Наиболее часто используемыми в исследованиях 
применительно к банковскому делу являются 
методы на основе машинного обучения с учителем, 
для которых после обучения классификатора доку-
мент распределяется по набору выделенных фак-
торов и типам тональности (Жевага и др., 2025; 
Чекмарев, 2023). Идея методов на основе машинного 
обучения без учителя заключается в выделении терми-
нов, наиболее часто встречающихся в тексте доку-
ментов. В методах, основанных на теоретико- графовых 
моделях, учитывается более сильное влияние отдель-
ных слов на тональность текста.

Далее в статье будут представлены основ-
ные задачи, виды классификации и приведены при-
меры словарей сентимент- анализа.

2. Задачи, виды классификации 
и примеры словарей 
сентимент- анализа
Основной задачей анализа тональности 

является выявление полярности документа — пози-
тивной или негативной; недостатком этого подхода 
является отсутствие меры полярности (Turney, 
2002; Pang, Lee, 2008). Полярность документов 
по множественной шкале исследовали Б. Панг 
(Pang, Lee, 2008) и Б. Снайдер (Snyder, 2007), кото-
рые в качестве целевой переменной использовали 
рейтинг, включающий трех-, четырех- и более зна-
чимые балльные шкалы оценивания.

Другим методом определения тональности 
является система шкалирования (Вдовин, Суркова, 
Шурупов, 2016), позволяющая оценивать высказы-
вания по различному уровню тональностей.

Важной задачей исследования сентимент- 
анализа является отнесение текста к субъективному 
или объективному классу. Основная сложность 
данной задачи — зависимость субъективности слов 
от контекста. Авторы работы (Su, Markert, 2008) 
пришли к выводу, что необходимо анализировать 
определение субъективности в рамках аннотаций 
к текстам. В работах (Pang, Lee, Vaithyanathan, 2002; 
Pang, Lee, 2004, 2005, 2008) авторы продемонстри-
ровали, что исключение объективных составляю-
щих из документов положительно влияет на точ-
ность классификации.

Существует ряд словарей- тезаурусов, раз-
меченных с учетом эмоциональной составляющей. 
Приведем примеры различных тезаурусов.

WordNet- Affect — семантический тезаурус 
(Strapparava, Valitutti, 2004), в котором эмоциональ-
ные понятия описываются на основании слов, име-
ющих эмоциональную составляющую.

SentiWordNet — лексический семантический 
тезаурус (Baccianella, 2010). SentiWordNet распро-
страняется по лицензии CC BY-SA 3.0.

SenticNet — еще один тезаурус для работы 
с эмоциональными понятиями (Cambria, 2012). 
Данный тезаурус позволяет выявить смысловую 
составляющую при связывании слов и эмоциональ-
ных понятий по сравнению с другими тезаурусами. 
Последней версией является SenticNet 2, который 
обеспечивает связывание смысловой составляю-
щей с более чем 14 000 понятий и позволяет осу-
ществлять многосторонний анализ текста.

3. Сентимент- анализ в банковском 
деле за рубежом и в России
Текущая ситуация вынуждает банки решать 

новые задачи и находить альтернативные источ-
ники дохода. Именно поэтому многие банки исполь-
зуют собственную информацию о своих клиентах 
(кредитная история, транзакционные данные, 
отчетность, характер взаимоотношений торговых 
точек с покупателями) для выявления логики в их 
поведении. Таким образом, для успешности в конку-
рентной борьбе на рынке банкам необходимо совер-
шенствовать свои подходы в рамках различных 
внутренних задач с использованием имеющейся 
информации о клиентах, используя в качестве 
инструментария современные методы машинного 
обучения (Жевага и др., 2025; Чекмарев, 2023).

Основными источниками данных для бан-
ков являются собственные базы данных со струк-
турированным хранением и неструктурированные 
данные из социальных сетей. Рассмотрим попу-
лярные задачи, которые решаются с использо-
ванием сентимент- анализа в банковской сфере 
(Репин, 2017; Жевага и др., 2025; Матевосова, 2025; 
Чекмарев, 2023):

– сегментация клиентов и релевантные 
предложения;

– оптимизация работы банковской сети;
– анализ бизнес- процессов сервисов банка;
–  выявление мошеннических операций и обра-

ботка исковых заявлений;
– предотвращение оттока клиентов;
–              персонализированный финансовый менедж-

мент;
– кредитный скоринг и модели оценки ком-

понент кредитного риска.
Сегментация клиентов и релевантные пред-

ложения, включая выработку индивидуального под-
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хода к клиентам. Такие инструменты в настоящее 
время применяются в отдельных российских бан-
ках и в зарубежных банках. Так, в частности, индий-
ский банк HDFC на основе результатов аналитики 
с использованием транзакционной информации 
смог существенно увеличить долю активируемых 
кредитных карт, а Ситибанк в Сингапуре повысил 
лояльность своих клиентов за счет внедрения раз-
работанного на основе методов машинного обуче-
ния алгоритма, позволяющего предлагать своим 
клиентам скидки в интересующих их местах.

Оптимизация работы сети отделений и бан-
коматов. Дислокация сети отделений и банкоматов 
может быть основана на исторических данных, 
на основе которых также возможно прогнози-
ровать спрос на наличные деньги и потребность 
в пополнении банкоматов. Примерами являются 
опыт Райффайзенбанка и индийского банка HDFC.

Анализ бизнес- процессов сервисов банка. 
На основании анализа тональности текстов улуч-
шается качество онлайн- сервисов банков. После 
проведения оптимизационных процедур банки 
существенно повысили долю положительных отзы-
вов в этих областях, что позволило повысить лояль-
ность клиентов и получить дополнительный доход.

Аналогичным образом на основании отзы-
вов в социальных сетях банк Barclays выявил уязви-
мость собственного приложения, которое не позво-
ляло работать с ним клиентам банка до 18 лет, что 
формировало негативную эмоциональную окра-
ску со стороны подростков и их родителей. После 
устранения данного недостатка и повышения 
лояльности данных клиентов банк смог также полу-
чить дополнительный доход за счет данного сег-
мента рынка.

Предотвращение оттока клиентов. В банков-
ской деятельности очень важно выявлять клиен-
тов, готовых уйти из банка, перестав пользоваться 
его услугами. Существуют различные индикаторы 
данных событий, в частности негативные отзывы 
и жалобы по телефону и в социальных сетях. 
Выявив таких клиентов на основании моделей 
машинного обучения с использованием транзакци-
онных данных и приняв в работе с ними необходи-
мые меры, компания American Express в Австралии 
и словацкий Tatra Banka сумели существенно сни-
зить отток клиентов в различных сегментах своей 
клиентской базы.

Выявление мошеннических операций и обра-
ботка исковых заявлений. Задачи выявления мошен-
нических операций успешно решаются многими 
банками с использованием методов машинного 
обучения. Для борьбы с мошенничеством использу-
ются технологии распознавания лиц, голоса и био-
метрических характеристик. Также для борьбы 

с мошенничеством могут использоваться системы 
распознавания аномалий, выявляя потенциально 
подозрительные транзакции на основе перераспре-
деления средств на большое число счетов, отмены 
операций и регулярных перемещений денег.

Среди российских банков, применяю-
щих данные подходы машинного обучения, наи-
большего успеха в настоящий момент добились 
Сбербанк и Т-банк, а также Банк России.

Нейронные сети позволяют банкам обра-
батывать исковые заявления, выявляя юридические 
условия для каждого конкретного случая и форми-
руя необходимый пользователям текст.

Персонализированный финансовый менед-
жмент. Банки на основе имеющихся транзакци-
онных данных разрабатывают рекомендательные 
системы, позволяющие их клиентам максимизиро-
вать свои доходы и достигать поставленных задач, 
формируя предложения по экономии денежных 
средств пользователя или помогая банкам привлечь 
новых клиентов.

В России наиболее успешными в разра-
ботке таких решений являются Т-банк, Сбербанк 
и Альфа- Банк.

Также банки помогают клиентам информа-
цией, продавая собственные данные. Данные пере-
даются в зашифрованном виде с учетом требований 
информационной безопасности.

Кредитный скоринг и модели оценки компо-
нент кредитного риска. Классические методы ско-
ринга подразумевают необходимость существенных 
временных и трудовых затрат на сбор, обработку 
и анализ пакета документов и отчетности. Методы 
машинного обучения на основе транзакционных 
данных (выручка, налоги, штрафы и прочее) и дру-
гой информации позволяют существенно сокра-
тить трудозатраты сотрудников банков на выпол-
нение таких операций. Накопление собственной 
статистики и ее учет при разработке собственных 
моделей машинного обучения позволяет банкам 
повышать точность и стабильность собственных 
скоринговых моделей.

В Сбербанке, ВТБ, Газпромбанке при 
оценке компоненты вероятности дефолта по кор-
поративным заемщикам используется информа-
ция о заемщиках, связанных с данным заемщиком 
экономическими связями. Экономическая связь 
(Жевага и др., 2025) между двумя заемщиками — 
это множество критериев, позволяющих выявить 
связь заемщиков друг с другом. Критерием эконо-
мической связи между заемщиками может являться 
наличие поручительств между ними, а также нали-
чие встречных транзакций. В отношении каждого 
заемщика определено его экономическое окруже-
ние — множество заемщиков, обладающих с дан-
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ным заемщиком существенными экономическими 
связями. Критерии существенности экономиче-
ской связи заемщиков между собой настраиваются 
с использованием графовой аналитики на основа-
нии встречных транзакций по заемщикам. После 
формирования окружений для каждого заемщика 
на основании отчетностей заемщиков окружения 
рассчитываются агрегированные финансовые 
показатели окружения и используются для каж-
дого заемщика в рамках разработки классических 
моделей.

Учет экономического окружения позволил 
крупнейшим банкам повысить точность своих моде-
лей оценки вероятности дефолта на 2–3 процент-
ных пункта по метрике Джини. При определении 
экономического окружения по заемщикам исполь-
зовался классификатор транзакций, позволяю-
щий размечать транзакционные данные по клас-
сам операций: «Выручка», «Налоги», «Картотеки» 
и прочие. Таким образом, в случаях, когда выручка 
клиента поступает на счета в конкретном банке, 
то данная информация позволяет посчитать банку 
актуальную выручку клиента на основе транзакци-
онных данных, не используя финансовой отчетно-
сти клиента, информация по которой запаздывает 
от 2 до 4 месяцев относительно актуальной даты.

Использование в моделях более актуаль-
ной информации о выручке позволяет более опе-
ративно оценивать вероятность дефолта клиента. 
Аналогично информация по наличию/отсутствию 
у клиентов картотек, характеризующих недостаток 
средств клиентов на счетах в банке для проведения 
платежей на актуальную дату, позволяет на ранней 
стадии выявить проблемы клиентов и учесть их при 
оценке вероятности дефолта корпоративных кли-
ентов банков.

Построение классификатора транзакций 
на практике осуществляется с использованием 
таких методов машинного обучения, как случай-
ный лес и градиентный бустинг. Дополнительно 
в Сбербанке для оценки вероятности дефолта 
корпоративных клиентов банков используются 
дополнительные факторы риска (редкие события, 
появляющиеся по отдельным заемщикам и харак-
теризующие наличие финансовых проблем у кли-
ентов, которые не могут быть учтены из доступной 
финансовой отчетности), полученные на основе 
негативного результата анализа тональности 
новостных сообщений о клиентах, что позволяет 
Сбербанку существенно повысить точность прогно-
зирования вероятности дефолта, используя данные 
отдельных клиентов. Аналогичную работу в настоя-
щий момент проводят в ВТБ и Газпромбанке.

В итоге данного раздела можно сделать 
вывод, что банковская отрасль — одна из основ-

ных отраслей, в которой применение методов 
машинного обучения является критически необ-
ходимым. Это связано с необходимостью банков 
автоматизировать собственные операции для 
минимизации затрат и оптимизировать свои пред-
ложения для клиентов с целью повышения их 
лояльности по отношению к себе и увеличения соб-
ственных доходов.

4. Перспективы сентимент- анализа 
в банковском деле и финансах
В качестве перспектив развития сентимент- 

анализа в банках необходимо выделить развитие 
генеративных нейронных сетей для анализа тональ-
ности текстов и речевой аналитики (Жевага и др., 
2025; Чекмарев, 2023).

Генеративные нейронные сети обрабатывают 
данные и на основе них формируют контент, необ-
ходимый пользователю.

В качестве успешного примера генератив-
ных сетей можно привести ChatGPT (Телепнев, 
2025), использующийся банками при проведении 
важных финансовых исследований. ChatGPT позво-
ляет анализировать тональности текста. Примером 
применения ChatGPT может являться определение 
риторики (жесткая или мягкая) заявлений Банка 
России на основе загруженных в ChatGPT пресс- 
релизов и использование данной информации для 
разработки как отдельных моделей, так и в прочих 
аналитических процессах банков с целью повы-
шения их точности, качества и скорости выполне-
ния. Прогнозирование цен финансовых активов 
и процентных ставок может быть осуществлено 
с использованием возможностей ChatGPT. Однако 
в этом направлении качество работы нейросети 
в настоящий момент является низким, и нейросети 
являются лишь одним из дополнительных инстру-
ментов, применяемых при решении данной задачи.

Тональность финансовых новостей суще-
ственно влияет на динамику цен на рынке, так как 
позитивные и негативные новости являются движу-
щими силами этих изменений.

Речевая аналитика (Лаврова, 2025) с при-
менением искусственного интеллекта становится 
частью инфраструктуры для анализа клиентского 
опыта. Она позволяет перевести коммуникации 
в данные и использовать эти данные для принятия 
решений. AI-платформа обеспечивает охват 100% 
обращений и ускоряет цикл «сигнал  реакция». 
Банки ежедневно получают от клиентов сигналы 
по телефону, в чатах, в отделениях банков. Данные 
сигналы содержат информацию о проблемах 
в продукте или сервисе. В условиях, когда усили-
ваются требования регуляторов, растет нагрузка 
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на службы качества и усложняется клиентский путь, 
бизнесу особенно важно учитывать все имеющиеся 
коммуникации.

Аналитика речи — одна из самых перспек-
тивных областей применения ИИ в банковском 
деле и финансах. Она превращает обычный разго-
вор в данные: выделяет ключевые темы, эмоции, 
помогает находить повторяющиеся барьеры и пред-
сказывать риски. Среди задач, которые решает 
система с помощью ИИ (Лаврова, 2025):

– обработка и преобразование речи в струк-
турированные данные;

– анализ контекста и намерений клиента;
– оценка тональности и эмоционального 

фона;
– автоматическое выделение ключевых мо-

ментов и проблем;
– прогнозирование поведения клиентов;
– контроль качества обслуживания и обуче-

ние операторов;
– обнаружение утечек и слабых мест в ком-

муникации.
Эти задачи особенно актуальны для таких 

финансовых сфер, как банковские и страховые 
организации, службы поддержки, крупные контакт- 
центры, а также государственный сектор, ритейл 
и медицинские учреждения — везде, где поток обра-
щений велик, а ошибка дорого обходится.

Аналитика речи с применением искусствен-
ного интеллекта автоматически обрабатывает 100% 
коммуникаций: голосовых и текстовых, входящих 
и исходящих, онлайн и офлайн. Она включает сле-
дующие этапы обработки, анализа данных и визуа-
лизации (Лаврова, 2025):

– импорт данных — платформа собирает обра-
щения из всех каналов (голосовых и текстовых);

– предобработка — система автоматически 
очищает аудио от шумов, разделяет роли говоря-
щих, определяет структуру диалога;

– конвертация — голосовая речь переводится 
в текст;

– анализ и интерпретация — искусственный 
интеллект определяет темы, сценарии, нарушения, 
эмоциональный фон и отклонения; проводится 
количественный и лексико- семантический анализ;

– отчеты и визуализация — результаты пред-
ставляются в виде наглядных графических отчетов, 
метрик и сравнительных таблиц.

Принципы обработки и применения анали-
тики речи могут быть основаны на широком исполь-
зовании искусственного интеллекта (Лаврова, 2025) 
в части сравнения с утвержденными скриптами без 
ручного прослушивания; выявления фраз и форм 
поведения, характерных для фрод-сценариев; оце-
нивания речи клиента при оформлении заявки, 

дополняя скоринговые модели и снижая долю 

проблемных кредитов; показывая формулировки, 

логику и тон общения, приводящие к успешному 

закрытию сделки, что способствует обновлению 

стандартов продаж.

5. Заключение
В рамках настоящей статьи были рас-

смотрены методы, задачи, виды классификации 

сентимент- анализа в банковском деле и финан-

сах, проанализирована специфика применения 

сентимент- анализа как в зарубежной, так и в рос-

сийской практике и представлены перспективы 

и тенденции развития сентимент- анализа в России 

и за рубежом в ближайшем будущем.

Основной задачей сентимент- анализа 

является классификация полярности документов. 

В настоящий момент основными тенденциями раз-

вития сентимент- анализа в России и за рубежом 

является развитие и совершенствование генератив-

ных нейронных сетей для обработки информации 

и генерации на основе них необходимой информа-

ции (например, ChatGPT), а также развитие речевой 

аналитики с использованием искусственного интел-

лекта, которая позволяет перевести коммуникации 

в данные и использовать их для принятия решений.

Развитие данных направлений дает бан-

кам конкурентные преимущества, что позволяет 

минимизировать издержки, максимизировать при-

быль, повышая качество обслуживания и привлекая 

новых клиентов.
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Sentiment analysis in the banking sector and fi nance

Abstract. At present, banks are interested in improving the quality of their own processes and models for 

decision-making within these processes. Process improvement involves its automation, that is, replacing manual 

work with automated mechanisms that enhance service quality and reduce banking costs; model improvement 

involves increasing its accuracy and stability by using additional information. One possible way to achieve 

this optimisation is sentiment analysis, which allows recognising information from texts and using it both for 

automating banking processes and for improving the accuracy and stability of the models developed by banks. 

Currently, many Russian banks are implementing sentiment analysis methods into their internal processes and 

taking their results into account when developing their own models, thereby gaining competitive advantages 

in the market. The article examines the essence, methods, objectives, types of classifi cation and examples of 

sentiment analysis dictionaries in banking. The specifi cs of applying sentiment analysis in both international and 

Russian practices are analysed in detail, and the prospects and trends for the development of sentiment analysis 

in Russia and abroad in the near future are presented.
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