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Аннотация. Цель настоящего исследования состоит в количественной оценке 

влияния макросетевых показателей биткоина, интерпретируемых в рамках модифици-

рованного уравнения обмена И. Фишера, на его рыночную цену, а также в построении 

модели для прогнозирования цены и условной волатильности Bitcoin. Эмпирическая 

база охватывает ежедневные данные за 2020–2024 гг. (1827 наблюдений) об общем пред-

ложении монет, скорости обращения, долларовом объеме транзакций и рыночной цене. 

С помощью метода главных компонент (PCA) из исходных сетевых индикаторов были 

выделены два ортогональных латентных фактора, совокупно объясняющих 91,1% их 

совместной вариации. Первый фактор интерпретирован как фактор дефицита предло-

жения (доминирующая нагрузка переменной TS), сильно положительно воздействующий 

на цену. Второй фактор, отражающий транзакционную активность (связан со скоростью 

обращения и объемом транзакций), демонстрирует статистически значимое отрицатель-

ное влияние, что эмпирически подтверждает «HODL-эффект» и примат инвестиционной 

функции над средством обмена. Для учета временнóй динамики и кластеризации вола-

тильности применена комбинированная модель SARIMA(1,1,0)(0,1,0,90)–EGARCH(1,1) 

c t-распределением Стьюдента. В рамках EGARCH-t выявлен значимый положительный 

«обратный эффект рычага» (inverse leverage) (коэффициент асимметрии равен 0,0317, 

p-value = 0,041), означающий, что положительные ценовые шоки увеличивают будущую 

волатильность сильнее, чем отрицательные шоки той же амплитуды. Полученные нами 

результаты углубляют понимание специфики рыночных рисков цифровых активов и пред-

лагают теоретически обоснованный инструментарий для их прогнозирования.
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1. Введение
Криптовалюты как новый класс активов характеризуются высокой вола-

тильностью ценовой динамики, что усложняет ее анализ и прогнозирование 

(Corbet, Larkin, Lucey, 2020). Цикличность рынка криптовалют, с периодами 

экспоненциального роста и резких коррекций, актуализирует задачу выявления 

фундаментальных детерминант их ценообразования. Классическое уравнение 

обмена Фишера, успешно применяемое для анализа динамики традиционных 

валют (Агеев, Логинов, 2018), для криптовалют требует адаптации, учитывая 

специфику блокчейн- экономики и особенности таких понятий, как «денежная 

масса», «скорость обращения» и «объем транзакций».
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Биткоин (Bitcoin), обладая фиксированным максимальным предложе-

нием, алгоритмически детерминированным графиком эмиссии и публично 

доступными данными о транзакциях, представляет уникальный объект для тести-

рования адаптированных макроэкономических моделей. Настоящее исследова-

ние направлено на разработку и верификацию комплексной эконометрической 

модели для выявления и количественной оценки влияния таких латентных эко-

номических факторов, как транзакционный спрос и эффект алгоритмического 

дефицита, на ценообразование Bitcoin. Одной из задач нашего исследования 

является эмпирическое подтверждение наличия «обратного эффекта рычага» 

для Bitcoin, связанного с параметрами его обращения и их воздействием на цену, 

анализируемым посредством модифицированного уравнения обмена.

Актуальность работы обусловлена растущей интеграцией криптовалют 

в финансовую систему, разрывом между классическими макроэкономическими 

теориями и их применимостью к цифровым активам, а также необходимостью 

разработки моделей, оценивающих риски высокой волатильности. Понимание 

механизмов ценообразования криптовалют имеет как теоретическую, так и прак-

тическую значимость для инвесторов, регуляторов и исследователей.

Научная новизна заключается в разработке интегрированной методо-

логии, объединяющей метод главных компонент (PCA) для анализа макросе-

тевых показателей с моделированием временных рядов (SARIMA) и условной 

волатильности (EGARCH-t); идентификации и экономической интерпретации 

ортогональных латентных факторов (транзакционной активности и запрограм-

мированного дефицита) как ключевых детерминант цены Bitcoin; а также в эмпи-

рическом подтверждении и количественной оценке феномена «обратного 

эффекта рычага» для Bitcoin на рассматриваемом интервале времени.

2. Материалы и методы

2.1. Источники, описание и предварительная обработка данных

Исследование основано на анализе 1827 ежедневных наблюдений дина-

мики Bitcoin за период с 1 января 2020 г. по 31 декабря 2024 г. Данный интервал 

охватывает периоды высокой волатильности и структурных сдвигов (Corbet, 

Larkin, Lucey, 2020). Использовались следующие переменные: общее число 

монет в обращении (TS), скорость обращения монет (Vel), общий объем транзак-

ций (TV) 1 и рыночная цена Bitcoin в долларах США (BTC). В модифицированном 

уравнении обмена Фишера для Bitcoin переменная Q интерпретируется как реаль-

ный объем транзакций (Real_Q), рассчитанный как отношение объема транзак-

ций в долларах (TV) к цене Bitcoin (BTC), т. е. Real_Q ≈ TV/ BTC. Эта переменная 

отражает количество (число) «условных единиц» товаров/услуг, обмениваемых 

в сети Bitcoin, и служит аналогом объема производства в традиционной эконо-

мике. Важно отметить, что данная интерпретация представляет собой методо-

логическую адаптацию классического уравнения обмена для криптоэкономики. 

В отличие от традиционной экономики, где Q отражает физический объем това-

ров и услуг, в блокчейн-сети Bitcoin переменная Real_Q характеризует интен-

сивность использования сети для перевода стоимости в пересчете на условные 

единицы экономической активности. Такая интерпретация, хотя и не является 

1  Santiment (https://app.santiment.net/charts/).
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строго эквивалентной классическому Q, позволяет применить количественную 

теорию денег к анализу криптовалют с учетом их специфических характеристик 

как децентрализованных платежных систем. Описательная статистика приве-

дена в табл. 1.

Для коррекции выбросов (0,1% данных) применялся метод IQR 2 

по скользящему окну в 30 дней. Предикторы (TS, Vel, TV) нормализованы мето-

дом MinMaxScaler к диапазону [0, 1]

   X
норм

 X X X Xmin max min= − −( ) ( )/ ,  (1)

где X
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 и X
max 

— минимальное и максимальное значения признака в выборке.

Для стабилизации дисперсии и приближения распределения цены BTC 

к нормальному использовано преобразование Бокса–Кокса:
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где y — целевая переменная (BTC).

Оптимальное значение параметра , которое мы определили методом 

максимального правдоподобия, оказалось равным 0,15. Применение данного 

преобразования позволило существенно уменьшить асимметрию. График остат-

ков преобразованного ряда цены представлен на рис. 1. Однако, как показали 

2 Interquartile Range — межквартильный размах — мера статистического разброса, определяющая диапазон между 75-м 

и 25-м процентилями данных. Показывает размах центральных 50% выборки, помогая оценить разброс без учета крайних 

значений.

Рис. 1.
График остатков преобразованного ряда цены BTC, 2020–2024 гг.

Источник: расчеты автора.

Таблица 1.

Описательная статистика исходных данных

Переменная Среднее
Стандартное 
отклонение

Минимум 25% 50% 75% Максимум

BTC 36 320,57 2 1123,53 5014,48 19 620,20 32 186,28 50 716,02 106 131,70

TS 19 073 160 476 259 18 135 760 18 671 440 19 083 450 19 501 810 19 803 880

Vel 4,85 4,41 1,41 2,99 3,56 4,38 55,80

TV 697 675 831 113 76 284,5 310299 463 990 703 433 8 887 385

Real_Q 31,24 41,18 1,14 7,85 15,07 40,36 393,85

Источник: расчеты автора на основе данных Santiment.

если

если
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Q–Q-график и распределение остатков модели ARIMA после ее построения 

(рис. 2), проблема «тяжелых хвостов» не была устранена полностью, что обусло-

вило необходимость использования t-распределения Стьюдента при моделирова-

нии волатильности (Katsiampa, 2017).

Корреляционный анализ переменных (рис. 3, слева) выявил умеренно 

сильную положительную связь BTC и TS (Пирсон = 0,61, Спирмен = 0,61); отри-

цательную взаимосвязь BTC и Vel (Пирсон = −0,19, Спирмен = −0,38); отрицатель-

ную связь BTC и TV (Пирсон = −0,18, Спирмен = −0,31). Между Vel и TV существует 

сильная положительная линейная корреляция (Пирсон = 0,86), указывающая 

на мультиколлинеарность.

Переход к анализу первых разностей позволил устранить проблему лож-

ных корреляций, вызванных нестационарностью временных рядов, и выявить 

истинные краткосрочные взаимосвязи. Корреляционный анализ первых разно-

стей (приращений) (рис. 3, справа) выявил взаимосвязи между первыми разно-

стями ключевых показателей сети Bitcoin.

Цена и технические показатели сети:

 ΔBTC — ΔTS — корреляция Пирсона = −0,01 (p = 0,590), Спирмена = 0,03 

(p = 0,208) — отсутствие значимой связи между изменениями цены и общего 

предложения;

 ΔBTC — ΔVel — корреляция Пирсона = −0,03 (p = 0,255), Спирмена = −0,00 

(p = 0,908) — отсутствие связи между ценовой динамикой и скоростью обращения.

Цена и активность сети:

 ΔBTC — ΔTV — корреляция Пирсона = –0,05 (p = 0,034), Спирмена = 0,02 

(p = 0,422) — слабая отрицательная линейная корреляция при отсутствии моно-

тонной связи;

 ΔBTC — ΔReal_Q — корреляция Пирсона = –0,08 (p < 0,001), Спирмена = −0,06 

(p = 0,018) — статистически значимые слабые отрицательные корреляции.

Внутрисетевые взаимосвязи между техническими параметрами:

 ΔTS — ΔVel — корреляции близки к нулю и незначимы (Пирсон = 0,01 

(p = 0,694); Спирмен = 0,04 (p = 0,060);

Рис. 2.
Q–Q-график (слева) и распределение остатков (справа) модели ARIMA

Источник: расчеты автора.



107

Биткоин: от уравнения обмена к прогнозированию волатильности Журнал НЭА,

№   2 (71), 2026,

с. 103–126

 ΔTS — ΔTV и ΔTS — ΔReal_Q — очень слабые корреляции без статистиче-

ской значимости;

 ΔVel — ΔTV — корреляция Пирсона = 0,74 (p < 0,001), Спирмена = 0,11 

(p < 0,001) — сильная линейная связь при умеренной ранговой;

 ΔVel — ΔReal_Q — корреляция Пирсона = 0,57 (p < 0,001), Спирмена = 0,10 

(p<0,001) — умеренная линейная связь;

 ΔTV–ΔReal_Q — корреляция Пирсона = 0,86 (p < 0,001), Спирмена = 0,96 

(p 0,001) — очень сильные корреляции обоих типов.

Хотя временные ряды могут демонстрировать автокорреляцию, что тре-

бует осторожности при интерпретации корреляций уровней, представленный 

анализ совпадает с методологией ключевых исследований по криптовалютам 

(Corbet, Larkin, Lucey, 2020; Baur, Dimpfl , 2021).

Метод главных компонент (PCA) — статистическая процедура, которая 

с помощью ортогонального преобразования превращает набор наблюдений (где 

переменные могут коррелировать) в набор значений, линейно не связанных 

между собой переменных, называемых главными компонентами (Ghojogh et al., 

2023). Основная цель PCA — сокращение размерности данных при сохранении 

максимального объема информации (дисперсии).

В данном исследовании PCA был применен к стандартизированным вре-

менным рядам макросетевых предикторов (TS, Vel и TV). Расчеты показали, что 

первые три главные компоненты (PC1 — PC3) кумулятивно объясняют 97,5% 

вариации исходных данных (PC1: 66,1%; PC2: 25,0%; PC3: 6,4%) (рис. 4).

Кумулятивно первые две компоненты (PC1 и PC2) объясняют 91,1% дис-

персии исходных данных, что указывает на высокую эффективность снижения 

размерности. Проанализировав факторные нагрузки (веса), которые приведены 

Рис. 3.
Комбинированные корреляционные матрицы макросетевых показателей Bitcoin со значимостью 
переменных (нижний левый треугольник (под диагональю BTC-Real_Q) — Спирмен, верхний правый 
(над диагональю BTC-Real_Q) — Пирсон)

Источник: расчеты автора.
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Рис. 4.
Дисперсия главных компонент

Источник: расчеты автора.

Рис. 5.
Анализ главных компонент (справа — тепловая карта)

Источник: расчеты автора.

Таблица 2.

Матрица нагрузок главных компонент

Переменная PC1 PC2 PC3 PC4

TS −0,3612 0,9185 0,1610 −0,0250

Vel 0,8821 0,3124 −0,3237 −0,1420

TV 0,9486 0,1959 0,0189 0,2488

Real_Q 0,9146 −0,1417 0,3561 −0,1310

Источник: расчеты автора.

в табл. 2, а также на рис. 5, мы смогли дать экономическое объяснение получен-

ным компонентам (подробное описание см. в п. 3.2).

Чтобы количественно оценить влияние выделенных ортогональных 

макросетевых факторов (PC1, PC2, PC3) на цену Bitcoin, мы построили множе-

ственную линейную регрессионную модель. В качестве зависимой переменной 



109

Биткоин: от уравнения обмена к прогнозированию волатильности Журнал НЭА,

№   2 (71), 2026,

с. 103–126

использовалась преобразованная цена Bitcoin (BTCt( )), полученная с помощью 

преобразования Бокса–Кокса, а в качестве независимых переменных — значения 

трех главных компонент. Модель имеет следующий вид:

  BTC PC PC PCt t t t tλ β β β β ε( ) = ′ + ′ + ′ + ′ + ′0 2 31 2 31    ,  (3)

где BTCt( ) — преобразованная цена Bitcoin в момент времени t; PC1
t
, PC2

t
, PC3

t
 — 

значения трех главных компонент в момент времени t; 0 — константа (свобод-

ный член); ′ ′ ′β β β1 2 3, ,  — коэффициенты регрессии, отражающие силу и направ-

ление влияния каждой главной компоненты на преобразованную цену Bitcoin; 

′εt  — случайная ошибка в момент времени t.

Оценка параметров модели (
0
, …, 

3
) производилась с использованием 

метода наименьших квадратов (OLS). Применение главных компонент в каче-

стве регрессоров позволяет избежать проблемы мультиколлинеарности, кото-

рая была выявлена при анализе исходных переменных (TS, Vel, TV). Результаты 

данной регрессии, включая значения коэффициентов, их статистическую значи-

мость и общие характеристики модели, представлены в табл. 3 и подробно рас-

сматриваются в п. 4.1. Диагностика распределения остатков данной регрессии 

представлена на рис. 6. Значение Дарбина–Уотсона (0,031) близко к нулю, что 

Рис. 6.
Остатки регрессии цены BTC на PCA

Источник: расчеты автора.

Таблица 3.

Влияние главных компонент (OLS) на цену Bitcoin

Переменная Коэффициент Стандартная ошибка t-статистика (t) P > |t| [0,025 0,975]

const 36320 883,566 41,107 0,000 34600 38100

PC1 −4975,6 530,148 −9,385 0,000 −6014,72 −3936,58

PC2 11370 758,123 14,999 0,000 9885,055 12900

PC3 −3849,5 1965,360 −1,959 0,050 −7701,575 2,495

Примечание. Зависимая переменная: BTC; доля объясненной дисперсии (R2) — 0,445; скорректированный 

R² — 0,444; число наблюдений — 1827; статистика Фишера (F-statistic) –101,3; значение для F-теста — 1,25e-60).

Источник: расчеты автора.
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указывает на сильную положительную автокорреляцию остатков модели регрес-

сии. Тест Харке–Бера — 128,168 с p-value < 0,001 свидетельствует о том, что нуле-

вая гипотеза о нормальности остатков отвергается. Это означает, что остатки 

имеют «тяжелые хвосты» (высокий куртозис) и/или асимметрию, что типично 

для финансовых данных.

Анализ остатков регрессии (см. рис. 6) выявляет существенные нарушения 

классических предпосылок OLS-модели. Значение статистики Дарбина–Уотсона 

(0,031), близкое к нулю, свидетельствует о сильной положительной автокорре-

ляции остатков, указывающей на наличие временной зависимости, не учтенной 

статической регрессией, на главные компоненты. Это подтверждает гипотезу 

о том, что ценообразование Bitcoin характеризуется сложной временной дина-

микой, которая не может быть полностью объяснена исключительно через мгно-

венные значения макро сетевых факторов.

Наблюдаемая гетероскедастичность остатков (изменяющаяся дисперсия 

во времени) и их ненормальность (тест Харке–Бера: 128,168; p < 0,001) являются 

типичными характеристиками финансовых временных рядов и обосновывают 

необходимость применения более сложных эконометрических моделей. Эти диа-

гностические результаты непосредственно мотивируют переход к моделирова-

нию временных рядов с использованием SARIMA для учета автокорреляционной 

структуры и EGARCH-t — для моделирования изменяющейся во времени вола-

тильности с учетом лептокуртического распределения инноваций.

2.2. Методология моделирования временных рядов

Для анализа временнóй динамики и прогнозирования цены Bitcoin, 

а также ее условной волатильности, использовался комбинированный подход, 

включающий модели SARIMA и EGARCH.

Первым шагом в моделировании временных рядов является проверка 

на стационарность, так как большинство стандартных техник анализа приме-

нимы только к стационарным рядам. Исходный временной ряд цены Bitcoin, 

даже после преобразования Бокса–Кокса, был исследован на наличие единичных 

корней. Для этого использовались:

– расширенный тест Дики–Фуллера (ADF): тестирует нулевую гипотезу 

о наличии единичного корня (нестационарности). Для исходного преобразован-

ного ряда цены BTC p-value ADF теста составило 0,8700, что не позволяет отвер-

гнуть гипотезу о нестационарности;

– тест Квятковски–Филлипса–Шмидта–Шина (KPSS): тестирует нулевую 

гипотезу о стационарности ряда вокруг детерминированного тренда. Для исход-

ного преобразованного ряда цены BTC p-value KPSS-теста составило 0,0100, что 

приводит к отказу от гипотезы о стационарности.

Поскольку тесты подтвердили нестационарность, ряд был подвергнут 

дифференцированию. Для устранения тренда было применено однократное 

регулярное дифференцирование (d = 1). Тесты подтвердили стационарность 

дифференцированного ряда: ADF p-value = 0,0000, KPSS p-value = 0,1000. Анализ 

автокорреляционной (ACF) и частной автокорреляционной (PACF) функции 

дифференцированного ряда выявил наличие сезонной составляющей. Для 
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ее устранения было применено однократное сезонное дифференцирование 

(D = 1) с периодом сезонности s = 90 дней. Выбор 90-дневной сезонности обо-

снован несколькими факторами: во-первых, автоматический подбор параметров 

модели SARIMA выявил данный период как оптимальный по критерию AIC; 

во-вторых, 90-дневный период соответствует квартальной цикличности, харак-

терной для финансовых рынков; в-третьих, данный временной интервал согла-

суется с циклами отчетности институциональных инвесторов, которые играют 

возрастающую роль на рынке Bitcoin (Liu, Tsyvinski, 2021). ACF и PACF исход-

ного и дифференцированного рядов цены Bitcoin представлены на рис. 7.

Для моделирования и прогнозирования преобразованной цены Bitcoin 

использовалась сезонная авторегрессионная интегрированная модель скользя-

щего среднего (SARIMA). Общая форма модели SARIMA(p, d, q)(P, D, Q, s) описы-

вается следующим образом:

           φ θp
s s

t q
s

tB P B B d B Dy B Q B a( ) ( )( ) ( ) ( ) ( ) , Φ Θ1 1− − ′ =  (4)

где ′yt  — анализируемый временной ряд (преобразованная цена Bitcoin после 

дифференцирования); B — оператор лага (B ′yt = ′−yt 1); d — порядок регулярного 

дифференцирования; D — порядок сезонного дифференцирования; s — период 

сезонности; φ φ φp p
pB B B( ) = − − …−1 1   — полином авторегрессии несезонной 

части; Φ Φ ΦP
s s

P
PsB B B( ) = − −…−1 1  — полином авторегрессии сезонной части; 

θ θ θq q
qB B B( ) = + +…+1 1  — полином скользящего среднего несезонной части; 

Θ Θ ΘQ
s s

Q
QsB B B( ) = + +…+1 1  — полином скользящего среднего сезонной части; a

t
 — 

белый шум (остатки модели) с нулевым средним и постоянной дисперсией σ2
a .

Подбор оптимальных порядков модели ( ), , ) , , ,p d q P D Q s   (     осуществлялся 

с использованием функции auto_arima из библиотеки pmdarima для Python, кото-

Рис. 7.
ACF и PACF исходного и дифференцированного рядов цены Bitcoin, 2020–2024 гг.
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рая минимизирует информационный критерий Акаике (AIC). На основе анализа 

ACF/PACF была выбрана модель SARIMA(1, 1, 0)(0, 1, 0, 90).

Параметры выбранной модели SARIMA(1, 1, 0)(0, 1, 0, 90) оценивались 

методом максимального правдоподобия. Оцененный коэффициент 
1
 соста-

вил −0,0488 со стандартной ошибкой 0,020 и p-value = 0,014. Константа (intercept) 

в модели оказалась статистически незначимой (p-value = 0,651).

Финансовые временные ряды, включая цены криптовалют, часто демон-

стрируют такие стилизованные факты, как кластеризация волатильности (пери-

оды высокой изменчивости сменяются периодами низкой) и эффект «тяжелых 

хвостов» в распределении доходностей (Bollerslev, 1986; Katsiampa, 2017). Для 

моделирования этих особенностей были использованы модели семейства обоб-

щенной авторегрессионной условной гетероскедастичности (GARCH), приме-

ненные к остаткам a
t
 модели SARIMA.

Стандартная модель GARCH(m, k) (Bollerslev, 1986) описывает условную 

дисперсию h
t
 следующим образом:

   a h h a a ht t t t
i

k

i t i
j

m

j t j= = + +
=

−
=

−∑ ∑ε ω β, ,
1

2

1

  (5)

где 
t
 — независимые и одинаково распределенные случайные величины с нуле-

вым средним и единичной дисперсией (часто предполагается нормальное или 

t-распределение);  > 0, 
i
  0, 

j
  0 — параметры модели; условие стационарно-

сти: 
i
 + 

j
  1.

Для учета асимметричного влияния новостей на волатильность (эффект 

рычага) была рассмотрена модель EGARCH (Exponential GARCH), предложен-

ная Нельсоном (Nelson, 1991). Модель EGARCH(m, k) специфицируется для лога-

рифма условной дисперсии:

               ln ln ,h a z z ht
i

k

i t i i t i j t j
j

m

( ) = + +( )+ ( )
=

− − −
=

∑ ∑ω γ β
1 1

 (6)

где z a ht t t= /  — стандартизированные остатки. Параметр 
i 
отражает эффект 

рычага: если 
i 
< 0, отрицательные шоки (плохие новости) увеличивают волатиль-

ность сильнее, чем положительные шоки (хорошие новости) той же величины. 

Если 
i
 > 0, наблюдается обратный эффект рычага.

Для адекватного моделирования «тяжелых хвостов» распределения остат-

ков, помимо нормального распределения, рассматривалось t-распределение 

Стьюдента для инноваций 
t.

В нашей работе мы сравнили 

следующие модели: GARCH(1, 1) 

с нормальным распределением, 

GARCH(1, 1) с t-распределением, 

EGARCH(1, 1) с нормальным распре-

делением и EGARCH(1, 1) с t-распре-

делением. Выбор наилучшей модели 

осуществлялся на основе инфор-

мационных критериев AIC и BIC 

(табл. 4). Оцененные параметры 

EGARCH(1, 1)-t приведены в табл. 5. 

Таблица 4.

Информационные критерии 

GARCH-моделей

Модель AIC BIC

EGARCH–t −2300,912940 −2267,850357

GARCH–t −2150,814167 −2123,262014

EGARCH–Normal −1982,09701 −1954,544862

GARCH–Normal −1857,251859 −1835,210137

Источник: расчеты автора.
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Прогнозы цены строились объединенной моделью SARIMA+EGARCH-t с дове-

рительными интервалами на основе симуляций Монте- Карло.

3. Теоретические основы и интерпретация факторов 
ценообразования Bitcoin
В этом разделе мы рассматриваем теоретические концепции, которые 

объясняют взаимосвязи между ценой Bitcoin и ключевыми макросетевыми пока-

зателями. Также мы предлагаем экономическую интерпретацию скрытых фак-

торов, выделенных на основе этих показателей. Численные результаты, кото-

рые подтверждают теоретические положения, мы приводим прямо в тексте для 

наглядности и обоснования выводов.

3.1. Теоретические основания анализа взаимосвязей криптовалютных 

показателей

Анализ динамики цены Bitcoin требует понимания его уникальных харак-

теристик, отличающих его как от традиционных финансовых активов, так 

и от фиатных валют. В нашем исследовании ключевыми макросетевыми пре-

дикторами, которые отражают различные аспекты функционирования Bitcoin, 

выступают общее предложение монет (TS), скорость их обращения (Vel) и объем 

транзакций (TV).

Одной из фундаментальных особенностей Bitcoin является его алгорит-

мически ограниченное и предсказуемо сокращающееся предложение (TS), стре-

мящееся к максимальному лимиту в 21 млн монет. Эта характеристика форми-

рует основу для восприятия Bitcoin как дефицитного актива, схожего по своей 

природе с цифровым золотом (Baur, Dimpfl , 2021). В отличие от классической 

количественной теории денег, где рост денежной массы при прочих равных 

ведет к инфляции (снижению стоимости денежной единицы), в случае Bitcoin 

наблюдается иная динамика. По мере роста общего предложения монет и при-

ближения к пределу эмиссии, а также на фоне событий халвинга (сокращения 

вдвое вознаграждения майнерам), усиливается восприятие его редкости. Это, 

Таблица 5.

Параметры модели EGARCH(1,1)-t

Параметр Коэффициент
Стандартная 

ошибка
t-статистика p-значение

95%-ный доверительный 

интервал

Среднее остатков μ 9,2944e-04 1,711e-03 0,543 0,587 [–2,424e-03,4,283e-03]

Константа 

в уравнении 

волатильности

0,0262 1,133e-02 2,310 2,089e-02 [3,964e-03,4,837e-02]

ARCH-член
1

0,1818 2,625e-02 6,927 4,294e-12 [0,130, 0,233]

Асимметрия
1

0,0317 1,552e-02 2,041 4,125e-02 [1,258e-03,6,211e-02]

GARCH-член
1

1,0000 2,225e-03 449,462 0,000 [0,996, 1,004]

Степени свободы 

t-распределения
3,3216 0,341 9,742 2,000e-22 [2,653, 3,990]

Источник: расчеты автора.
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в свою очередь, должно стимулировать спрос на Bitcoin как на средство сохра-

нения стоимости, особенно в периоды экономической неопределенности или 

инфляционных ожиданий, что теоретически толкает его цену вверх. Таким обра-

зом, ожидается положительная взаимосвязь между совокупным предложением 

TS и ценой Bitcoin, отражающая эффект алгоритмически заданного дефицита.

Наше эмпирическое исследование данной взаимосвязи на рассматривае-

мом временном интервале количественно подтверждает наличие умеренно силь-

ной положительной связи. Коэффициент корреляции Пирсона между ценой 

Bitcoin (BTC) и совокупным предложением TS составил - Пирсон = 0,61, а коэф-

фициент ранговой корреляции Спирмена — - Спирмен = 0,61. Эти значения сви-

детельствуют о том, что по мере увеличения общего числа добытых монет (при-

ближения к максимальному лимиту) цена Bitcoin имела тенденцию к росту, что 

согласуется с его функцией сохранения стоимости и восприятием как дефицит-

ного актива.

Скорость обращения монет Vel, аналогично скорости обращения денег 

в экономике, отражает интенсивность использования Bitcoin в транзакциях. 

Высокая скорость обращения теоретически должна свидетельствовать об актив-

ном использовании Bitcoin как средства обмена. Однако для активов, выполня-

ющих также значимую инвестиционную функцию и функцию сохранения стои-

мости, характерно явление, известное как HODL-эффект 3. Суть этого эффекта 

заключается в том, что при ожидании роста цены или в условиях высокой вола-

тильности инвесторы предпочитают удерживать актив (hodl), а не тратить его, 

что приводит к снижению скорости обращения. Если инвестиционная функция 

доминирует над транзакционной, то рост цены Bitcoin, стимулирующий накопле-

ние, будет сопровождаться снижением скорости обращения, и наоборот. Таким 

образом, можно ожидать отрицательную корреляцию между ценой Bitcoin и ско-

ростью его обращения.

Численный анализ (п. 2.1) подтверждает эту гипотезу. Коэффициент 

корреляции Пирсона между ценой BTC и скоростью обращения составил 

- Пирсон = −0,19, а коэффициент - Спирмен = −0,38. Отрицательные значения 

обоих коэффициентов указывают на обратную взаимосвязь: рост цены Bitcoin 

ассоциировался со снижением скорости обращения, что подтверждает доми-

нирование HODL-эффекта и инвестиционной функции над транзакционной. 

Существенная разница между значениями коэффициентов Пирсона и Спирмена 

( - Спирмен > - Пирсон) указывает на возможный нелинейный характер этой 

связи или наличие выбросов, которые сильнее влияют на линейную меру 

Пирсона.

Объем транзакций, выраженный, например, в долларах США, является 

еще одним важным индикатором сетевой активности и принятия Bitcoin. С одной 

стороны, согласно теории сетевых эффектов, рост использования сети (в том 

числе рост объема транзакций) должен повышать ее ценность и, следовательно, 

цену актива. С другой стороны, высокая транзакционная активность может быть 

связана не только с ростом органического использования, но и с фиксацией при-

были при росте цены (продажи) или с паническими продажами при ее падении. 

В этом случае периоды высокой транзакционной активности могут совпадать 

с коррекциями цены или ее снижением, особенно если спекулятивное поведение 

3 Термин появился в 2013 г. из-за опечатки пользователя GameKyuubi на форуме Bitcointalk, написавшего «I AM HODLING» вместо 

holding (держу). Позже мем интерпретировали как Hold On for Dear Life — «держись изо всех сил».
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и инвестиционная логика (описанная выше как HODL-эффект) преобладают. 

Таким образом, теоретическая связь между объемом транзакций и ценой неодно-

значна и требует эмпирической проверки.

Рассчитанные коэффициенты корреляции (п. 2.1) между ценой BTC 

и объемом транзакций демонстрируют отрицательную связь ( - Пирсон = −0,18 

и - Спирмен = −0,31). Аналогично связи BTC–Vel, эти значения подтверждают, 

что в среднем за исследуемый период высокая транзакционная активность чаще 

ассоциировалась не с ростом, а со снижением или стагнацией цены. Это также 

может быть интерпретировано через доминирование инвестиционной функ-

ции: периоды роста цены стимулируют накопление (снижение Vel), а не активное 

использование, в то время как значительные объемы транзакций могут сопрово-

ждать периоды продаж.

Дополнительно стоит отметить взаимосвязь между самими предикторами. 

Скорость обращения и объем транзакций по своей экономической природе 

тесно связаны. Эмпирически это подтверждается сильной положительной кор-

реляцией Пирсона (0,86) и умеренной положительной корреляцией Спирмена 

(0,53). Высокий коэффициент Пирсона указывает на сильную линейную связь 

между этими показателями в периоды активного использования сети. Разница 

между значениями Пирсона и Спирмена может намекать на влияние выбросов 

(например, очень крупных, но редких транзакций, влияющих на TV, но не про-

порционально на Vel) или на периоды, когда инвестиционная логика нарушает 

монотонность этой связи.

3.2. Выделение и интерпретация структурных факторов ценообразования 

Bitcoin методом главных компонент

Частичная коррелированность исходных макросетевых предикторов 

(TS, Vel, TV), выявленная в п. 3.1, указывает на целесообразность применения 

методов снижения размерности для выявления фундаментальных, ортогональ-

ных латентных факторов, лежащих в основе их совместной динамики. Метод 

главных компонент (PCA), описанный в п. 2.1, позволяет преобразовать исход-

ные переменные в новый набор некоррелированных компонент, которые объ-

ясняют максимальную долю дисперсии данных.

Расчетные результаты PCA показывают, что первые три главные компо-

ненты кумулятивно объясняют значительную часть вариации исходных данных 

97,5% (PC1: 66,1%; PC2: 25,0%; PC3: 6,4%).

Кумулятивно первые две компоненты (PC1 и PC2) объясняют 91,1% дис-

персии, что подтверждает адекватность двухфакторной концептуальной модели 

для описания основной структуры данных.

Анализ факторных нагрузок (весов) исходных переменных на главные ком-

поненты позволяет придать им содержательную экономическую интерпретацию.

Первая главная компонента PC1 66,1% — фактор транзакционной актив-

ности и использования сети: +TV (0,95), +Real_Q (0,91), +Vel (0,88).

Эти численные веса явно указывают на связь PC1 с транзакционной актив-

ностью. Высокие положительные нагрузки от Vel и TV указывают на то, что PC1 

агрегирует информацию об интенсивности использования Bitcoin в качестве 
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средства обмена или перевода стоимости. Небольшая отрицательная нагрузка 

от TS может отражать тот факт, что на коротких временных горизонтах всплески 

транзакционной активности могут происходить независимо от плавного роста 

общего предложения. Таким образом, PC1 может рассматриваться как индикатор 

текущей пропускной способности и активности в сети Bitcoin.

Вторая главная компонента PC2 25% — фактор дефицита предложения 

и функции сохранения стоимости: +TS (0,92); +Vel (0,31); +TV (0,20).

Доминирующая и очень высокая положительная нагрузка от перемен-

ной TS (общее предложение) подтверждает интерпретацию PC2 как фактора, 

связанного с алгоритмически заданным дефицитом Bitcoin и его функцией как 

средства сохранения стоимости («цифровое золото»). По мере роста TS (при-

ближения к максимальному лимиту) и усиления нарратива о дефицитности этот 

фактор должен влиять на восприятие ценности актива. Небольшие положитель-

ные нагрузки от Vel и TV могут указывать на то, что долгосрочный тренд роста 

предложения и принятия актива также сопровождается некоторым увеличением 

общей активности в сети, но основной вклад в эту компоненту вносит именно TS.

Третья главная компонента PC3 объясняет 6,4% дисперсии и имеет сме-

шанную структуру нагрузок: +Real_Q (0,36); –Vel (0,32); +TS (0,16). Учитывая низ-

кую объясняющую способность данной компоненты, она может отражать оста-

точные нелинейные взаимосвязи между сетевыми параметрами, не полностью 

учтенные первыми двумя факторами. Экономическая интерпретация PC3 затруд-

нена из-за ее малого вклада в общую дисперсию.

Таким образом, численные результаты PCA позволяют нам перейти 

от качественных теоретических рассуждений о функциях Bitcoin и характере его 

макросетевых показателей к их количественному представлению через ортого-

нальные скрытые факторы. Эти факторы (PC1, PC2 и PC3) затем можно исполь-

зовать в эконометрическом моделировании для оценки их влияния на цену 

Bitcoin, что мы и рассмотрим в разд. 4. Такое преобразование также решает про-

блему мультиколлинеарности между исходными предикторами при построении 

регрессионных моделей.

4. Результаты и обсуждение

4.1. Влияние параметров обращения на цену Bitcoin

Как мы показали в п. 2.1 и интерпретировали в п. 3.2, PCA-метод позволил 

нам преобразовать исходные, частично коррелирующие предикторы (TS, Vel, TV) 

в набор ортогональных компонент, имеющих понятный экономический смысл. 

В дальнейшем эти компоненты были использованы в регрессионном анализе для 

оценки их влияния на преобразованную цену Bitcoin. Если подставить резуль-

таты регрессии из табл. 3 в уравнение (3), оно примет вид:

  BTC PC PC PCt t t t t= − + − + ′36320 4975 6 1 11370 2 3849 5 3, , .    ε  (7)

Важно отметить, что выявленные взаимосвязи на уровнях переменных 

отражают долгосрочные структурные зависимости, тогда как анализ первых раз-

ностей показал минимальные краткосрочные корреляции между изменениями цены 

и сетевыми параметрами. Это указывает на то, что влияние макросетевых фак-
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торов проявляется преимущественно в долгосрочной перспективе через нако-

пленные тренды, а краткосрочные ценовые движения определяются внешними 

рыночными факторами (новости, настроения инвесторов, макроэкономические 

события).

Коэффициент при PC1 (−4975,6, p = 0,000) следует интерпретировать 

в контексте долгосрочных тенденций: периоды устойчиво высокой транзакционной 

активности исторически совпадали со снижением или стагнацией цены, что под-

тверждает доминирование инвестиционной логики над транзакционной. Однако 

краткосрочные всплески активности (ΔBTC — ΔVel = −0,03, p = 0,255) не демон-

стрируют значимой связи с ежедневными изменениями цены, что подчеркивает 

различие между структурными и конъюнктурными факторами ценообразования.

Это подтверждает гипотезу о двухуровневой структуре влияния: на долгосроч-

ном горизонте доминирует HODL-эффект (накопление при росте цены снижает 

транзакционную активность), тогда как краткосрочные флуктуации цены слабо 

коррелируют с сетевой активностью, указывая на преобладание внешних факто-

ров в ежедневном ценообразовании (Кочергин, Андрюшин, Шешукова, 2024).

Коэффициент при PC2 (+11 370, p = 0,000) указывает на сильное положи-

тельное влияние фактора дефицита предложения и функции сохранения сто-

имости на цену Bitcoin. Этот результат согласуется с концепцией «цифрового 

золота» (Baur, Dimpfl , 2021). По мере роста общего предложения и приближения 

к максимальному лимиту эмиссии восприятие Bitcoin как дефицитного актива 

усиливается, что толкает его цену вверх. Рост PC2, отражающий этот процесс, 

положительно сказывается на цене. Это также согласуется с исследованиями, 

подчеркивающими важность предложения и его динамики (например, халвин-

гов) для ценообразования Bitcoin (Bernardi, Bertelli, 2021). Таким образом, PC2 

действительно отражает основную долгосрочную движущую силу роста стоимо-

сти Bitcoin, связанную с его запрограммированной редкостью. Это подтверждает, 

что для инвесторов и участников рынка ограниченность предложения является 

одним из фундаментальных факторов, определяющих ценность данного актива.

Слабо значимый отрицательный коэффициент PC3 (−3849,54, p = 0,050) 

отражает эпизоды атипичной активности, когда рост объема транзакций 

не сопровождается увеличением скорости обращения. Тот факт, что данная 

компонента объясняет лишь 6,4% суммарной дисперсии исходных предикто-

ров, указывает на то, что эта компонента улавливает некоторые специфические 

аспекты взаимосвязей, влияющие на цену, которые не полностью учтены PC1 

и PC2. Учитывая ее структуру (положительная нагрузка от TV и отрицательная 

от Vel), PC3 может отражать ситуации, когда, например, объем транзакций рас-

тет (возможно, за счет крупных переводов), но это не сопровождается пропорци-

ональным ростом скорости обращения (или даже ее снижением), и такие сцена-

рии положительно коррелируют с ценой. Такое поведение может быть связано 

с активностью «китов», перемещающих крупные суммы на фоне определенных 

ценовых ожиданий, или с другими нелинейными эффектами. Хотя PC3 объяс-

няет небольшую долю дисперсии предикторов (6,4%), ее статистическая значи-

мость на цену в регрессии показывает, что она несет уникальную информацию 

для моделирования цены. Тем не менее, основной вклад в объяснение вариации 

цены, судя по величине коэффициентов и t-статистик, вносят PC1 и PC2.
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Диагностика остатков регрессии PCA подтверждает фундаментальное 

различие между краткосрочными и долгосрочными механизмами ценообразо-

вания Bitcoin. Статическая модель успешно выявляет структурные взаимосвязи 

между латентными факторами и уровнем цены (R  ² = 0,445), однако сильная авто-

корреляция остатков (DW = 0,031) указывает на наличие значимых временных 

эффектов, требующих динамического моделирования. Это согласуется с теорией 

эффективного рынка в ее слабой форме: макросетевые показатели объясняют 

фундаментальную составляющую цены, тогда как краткосрочная динамика опре-

деляется информационными шоками и поведенческими факторами.

Важно подчеркнуть ограничения данного анализа: полученные взаи-

мосвязи отражают статистические корреляции на рассматриваемом интервале 

времени и не обязательно указывают на причинно- следственные связи. Модель 

не учитывает влияния внешних факторов (макроэкономические события, 

регулятивные изменения, технологические обновления), которые могут суще-

ственно влиять на ценообразование Bitcoin. Кроме того, нестабильность пара-

метров во времени, выявленная в процессе кросс- валидации, указывает на необ-

ходимость осторожной интерпретации результатов при изменении рыночных 

условий.

Анализ первых разностей выявил:

– слабую связь цены с сетевыми параметрами (изменения цены 

Bitcoin демонстрируют минимальные корреляции с техническими показате-

лями сети, что указывает на доминирование внешних рыночных факторов 

в ценообразовании);

– сильную внутреннюю структурированность сети (переменные, отража-

ющие активность сети (номинальный объем транзакций (TV) и реальный объем 

транзакций (Real_Q)) демонстрируют очень высокие корреляции, подтверждая 

их тесную функциональную взаимосвязь);

– методологическую надежность (сопоставление корреляций Пирсона 

и Спирмена выявляет различия в линейных и монотонных зависимостях, под-

тверждая робастность результатов к выбору метода анализа);

– статистическую значимость (наиболее надежные результаты получены 

для внутрисетевых взаимосвязей (p < 0,001), тогда как связи с ценой либо незна-

чимы, либо демонстрируют слабую значимость).

4.2. Диагностика и валидация модели

Исходный ряд цены Bitcoin, даже после преобразования Бокса–Кокса, 

оказался нестационарным (ADF-тест, p-value = 0,8700), что согласуется с харак-

теристиками финансовых временных рядов как интегрированных процессов 

первого порядка (Wei, 1989). Стационарность была достигнута после однократ-

ного регулярного дифференцирования (d = 1) с подтверждением тестами ADF 

(p-value = 0,0000) и KPSS (p-value = 0,1000).

Выбранная модель SARIMA(1,1,0)(0,1,0,90) продемонстрировала удовлет-

ворительное качество описания временной структуры данных. Статистически 

значимый авторегрессионный коэффициент первого порядка (
1
 = −0,0488, 

p = 0,014) указывает на слабую краткосрочную тенденцию к коррекции, харак-
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терную для высоковолатильных финансовых активов. Отрицательное значение 

коэффициента отражает mean-reversion- эффект
 
4 на очень коротких интервалах 

времени после дифференцирования.

Диагностические тесты подтвердили адекватность модели: тест Льюнга–

Бокса не выявил значимой автокорреляции остатков (p-value = 0,97), что сви-

детельствует об успешном моделировании линейной временной структуры. 

Высокий коэффициент детерминации (R ² = 0,9926) для дифференцированного 

ряда подтверждает объяснительную способность ARIMA-компоненты модели.

Процедура кросс- валидации выявила характерную для криптовалютных 

рынков проблему нестабильности параметров во времени. Отрицательные зна-

чения коэффициента детерминации на тестовых выборках (R ²: от −32,9 до −1,5) 

указывают на ограниченную способность модели к обобщению на различные 

временные подпериоды, что отражает фундаментальную сложность прогнозиро-

вания высоковолатильных активов с частыми структурными сдвигами.

Метрики качества 90-дневного прогноза на тестовой выборке соста-

вили MAE = 33,658 и RMSE = 33,662 (рис. 8). Эти абсолютные значения ошибок, 

будучи значительными, должны рассматриваться в контексте экстремальной 

волатильности Bitcoin и отсутствия учета экзогенных факторов в модели (Wang 

et al., 2020).

Анализ остатков ARIMA-компоненты (см. рис. 2, рис. 9) выявил наличие 

тяжелых хвостов в распределении: тест Харке–Бера (JB = 913,78, p < 0,001) при 

куртозисе 6,54 отвергает гипотезу нормальности. Это обусловило необходи-

мость использования t-распределения Стьюдента в модели условной гетероске-

дастичности, что согласуется с рекомендациями для криптовалютных данных 

(Katsiampa, 2017).

Диагностика стандартизированных остатков модели EGARCH-t 

(рис. 10) показала их соответствие свой ствам белого шума: тесты ADF (p = 0,00) 

и KPSS (p = 0,10) подтвердили стационарность. Отсутствие ARCH-эффектов 

на коротких лагах (тест Льюнга–Бокса для квадратов остатков: p = 0,9935 для 

4  Возврат к среднему — финансовая теория и торговая стратегия, предполагающая, что цены активов и их доходность 

со временем возвращаются к своему историческому среднему значению после значительных отклонений. Эффект основан 

на идее, что экстремальные движения цен (вверх или вниз) — временные и корректируются, что позволяет покупать 

«дешево» и продавать «дорого».

Рис. 8.
Прогноз цен BTC на 90 шагов с доверительными интервалами 95%

Источник: расчеты автора.
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10 лагов) свидетельствует об успешном моделировании основной части условной 

гетероскедастичности.

Построенная комбинированная модель SARIMA+EGARCH-t успешно 

идентифицирует ключевые стилизованные факты Bitcoin: нестационарность 

с единичным корнем, сезонную структуру, кластеризацию волатильности и леп-

токуртическое распределение доходностей. Однако модель имеет существен-

ные ограничения: чувствительность к структурным изменениям, неучет новост-

ного фона (Karadag, Zaim, Akbulut, 2024) и предположение о стабильности 

параметров.

Рис. 9.
Автокорреляционная (CAF) (слева) и частная автокорреляционная функции остатков (PCAF) 
(справа) ARIMA

Источник: расчеты автора.

Рис. 10.
Q–Q-график (слева вверху) и распределение стандартизированных остатков (справа вверху), 
автокорреляционная (CAF) (слева внизу) и частная автокорреляционная функции остатков 
(PCAF) (справа внизу) EGARCH-t

Источник: расчеты автора.
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Доверительные интервалы прогноза (см. рис. 8), построенные с исполь-

зованием симуляций Монте- Карло на основе прогнозов условной волатильности, 

отражают ожидаемое расширение неопределенности с увеличением горизонта 

прогнозирования, что является фундаментальной характеристикой финансовых 

моделей (Madhuri et al., 2024).

Представленная методология объединяет анализ фундаментальных драй-

веров через PCA, временную динамику через SARIMA и моделирование рисков 

через EGARCH-t, предоставляя комплексный эконометрический инструмента-

рий для анализа криптовалютных активов с учетом их уникальных характеристик 

и ограничений традиционных подходов прогнозирования.

4.3. Анализ и прогнозирование условной волатильности Bitcoin

Выбор EGARCH с t-распределением обоснован его способностью учиты-

вать асимметрию и «тяжелые хвосты», что критически важно для анализа крип-

товалют (Katsiampa, 2017).

Модель EGARCH-t позволяет строить прогнозы будущей условной вола-

тильности. Эти прогнозы крайне важны для управления рисками, ценообразова-

ния опционов и построения торговых стратегий. Рис. 11 демонстрирует прогноз 

условного стандартного отклонения. Ожидается, что прогнозы волатильности 

также будут демонстрировать свой ство персистентности (устойчивости).

Модель EGARCH(1,1)-t (см. табл. 5) позволила выявить:

– статистически значимый положительный коэффициент асимметрии 

= 0,0317 (p = 0,0413), указывающий на обратный эффект рычага (положитель-

ные шоки (рост цены) приводят к большему увеличению будущей волатильно-

сти, чем отрицательные шоки той же магнитуды. Этот результат, отличающийся 

от традиционных фондовых рынков, может быть связан со спекулятивной актив-

ностью и FOMO-эффектом на рынке Bitcoin);

Рис. 11.
Условная волатильность (стандартное отклонение) остатков модели SARIMA, оцененная 
моделями GARCH

Источник: расчеты автора.
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– высокую персистентность волатильности (коэффициент GARCH 

1
 ≈ 1,0000), что свидетельствует о медленном затухании шоков волатильно-

сти. Другими словами, если сегодня наблюдается высокая волатильность, она 

с большой вероятностью сохранится и в последующие периоды, затухая очень 

медленно;

– адекватность t-распределения (оцененное число степеней свободы 

= 3,3216) для моделирования лептокуртического распределения остатков;

– высокое значение 
1 
= 1,000 указывает на персистентность волатильно-

сти, шоки сохраняются длительное время.

Способность прогнозировать волатильность дополняет прогнозы уровня 

цены от модели ARIMA, предоставляя более полную картину ожидаемого пове-

дения Bitcoin. Доверительные интервалы для прогнозов цены, построенные 

с использованием симуляций Монте- Карло на основе прогнозов волатильности 

от EGARCH-t (рис. 12), являются более реалистичными, так как они учитывают 

ожидаемую изменяющуюся волатильность.

5. Заключение и рекомендации
Ключевым достижением настоящего исследования является разработка 

интегрированной трехступенчатой эконометрической методологии, объединяющей 

анализ главных компонент (PCA), моделирование временных рядов (SARIMA) 

и условную волатильность (EGARCH-t) для комплексного анализа криптовалют-

ных активов. Данный подход представляет собой методологическую новизну 

в нескольких аспектах.

1. PCA для латентных экономических факторов. Впервые для Bitcoin при-

менено извлечение ортогональных экономических факторов из макросетевых 

показателей с последующей экономической интерпретацией компонент как 

фундаментальных движущих сил ценообразования. Это позволило преодолеть 

Рис. 12.
Прогноз условной волатильности на 90 шагов вперед по модели EGARCH-t (выбранной 
как наилучшая по критерию AIC)

Источник: расчеты автора.
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проблему мультиколлинеарности исходных предикторов и выявить скрытую 

двухфакторную структуру: дефицит предложения (PC2, 25,0% дисперсии) и тран-

закционную активность (PC1, 66,1% дисперсии).

2. Интеграция фундаментального и технического анализа. Методология орга-

нично объединяет анализ фундаментальных драйверов (через PCA макросетевых 

показателей) с техническим анализом временных рядов (SARIMA), что редко 

встречается в литературе по криптовалютам и представляет собой гибридную 
модель фундаментально- технического анализа.

3. Специфическая адаптация для криптовалют. Использование 

t-распределения Стьюдента в EGARCH-t модели для учета «тяжелых хвостов», 

характерных именно для криптовалютных доходностей, в сочетании с моделиро-

ванием асимметричных эффектов волатильности, специфичных для цифровых 

активов.

Применение разработанной методологии позволило получить ряд значи-

мых эмпирических результатов.

1. Подтверждение доминирующей роли Bitcoin как дефицитного инвестицион-

ного актива. Фактор дефицита предложения (PC2) сильно положительно влияет 

на цену (коэффициент +11,370, p < 0,001), тогда как фактор транзакционной 

активности (PC1) демонстрирует отрицательное воздействие (−4,975,6, p < 0,001), 

эмпирически подтверждая HODL-эффект и функцию сохранения стоимости.

2. Выявление специфической временной структуры. Идентифицирована 

90-дневная сезонность и слабая краткосрочная авторегрессионная зависимость 

с тенденцией к коррекции (
1
 = −0,0488), что расширяет понимание временной 

динамики криптовалютных цен.

3. Эмпирическое подтверждение обратного эффекта рычага для Bitcoin на дан-

ном интервале времени, что дополняет существующие исследования асимме-

тричной волатильности криптовалют. Количественно подтвержден статистиче-

ски значимый положительный коэффициент асимметрии (  = 0,0317, p = 0,0413), 

указывающий на то, что позитивные ценовые шоки увеличивают будущую вола-

тильность сильнее негативных, что противоположно традиционным фондовым 

рынкам.

Предложенная модульная архитектура методологии обеспечивает ее 

применимость к широкому классу криптовалютных активов: PCA-компонента 

может быть адаптирована для различных наборов сетевых показателей, SARIMA-

спецификация может варьировать в зависимости от временных характеристик 

конкретного актива, а EGARCH-t способна улавливать специфические для каж-

дой криптовалюты асимметричные эффекты волатильности.

Практическая значимость исследования заключается:

– для инвесторов — понимание ключевых движущих сил изменений цены 

(особенно роли дефицита предложения) и характеристик волатильности (вклю-

чая ее персистентность и асимметричные эффекты) может помочь в принятии 

более обоснованных инвестиционных решений и стратегий управления портфе-

лем. Прогнозы волатильности важны для оценки риска;

– для трейдеров — информация о краткосрочных автокорреляциях и про-

гнозах условной волатильности может быть использована для разработки торго-
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вых стратегий. Знание об «обратном эффекте рычага» может быть полезно при 

работе с опционами и другими деривативами;

– для аналитиков и исследователей — представленная методология 

и полученные результаты могут служить основой для дальнейших исследований, 

например, для изучения сезонности, влияния других макроэкономических или 

новостных факторов или для сравнения с другими криптовалютами;

– для регуляторов — понимание высокой волатильности, ее специфиче-

ских характеристик и факторов, влияющих на цену, важно для разработки адек-

ватных подходов к регулированию криптовалютного рынка с целью защиты 

инвесторов и обеспечения финансовой стабильности.

Данное исследование подтвердило, что Bitcoin является сложным 

финансовым активом с уникальными характеристиками. Разработанная мето-

дология вносит вклад в развитие эконометрических подходов к анализу циф-

ровых активов, предлагая теоретически обоснованную и эмпирически верифици-

рованную альтернативу существующим моделям. Комбинированный подход 

PCA+SARIMA+EGARCH-t может служить основой для дальнейших исследований 

механизмов ценообразования криптовалют, разработки торговых стратегий 

и систем управления рисками в условиях высокой волатильности цифровых 

активов. Чтобы глубже понять этот быстро развивающийся класс активов, необ-

ходимы дальнейшие исследования с использованием более широкого набора 

данных.
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Bitcoin: From the exchange equation to inverse 
leverage volatility forecasting

Abstract. This study aims to quantify the impact of Bitcoin’s macro-network metrics 

— interpreted within a modifi ed Fisher equation of exchange — on its market price, and to 

build a forecasting model for both the price and conditional volatility of Bitcoin. The empiri-

cal base consists of daily data from 2020 to 2024 (1,827 observations) covering total coin sup-

ply (TS), velocity of circulation (Vel), U.S.-dollar transaction volume (TV), and market price. 

Using principal component analysis (PCA), two orthogonal latent factors were extracted from 

these on-chain indicators, jointly explaining 91.1% of their total variation. The fi rst factor is 

interpreted as a supply-scarcity factor (dominant loading from TS) and exerts a strong posi-

tive effect on price. The second factor, capturing transaction activity (associated with velocity 

and transaction volume), exhibits a statistically signifi cant negative impact, thereby empiri-

cally confi rming the “HODL effect” and the primacy of Bitcoin’s investment function over its 

medium-of-exchange role. To account for temporal dynamics and volatility clustering, a com-

bined SARIMA(1,1,0) (1,1,0)(0,1,0,90)–EGARCH(1,1) model with Student’s t-distribution 

was applied. Within the EGARCH-t framework, a signifi cant positive “inverse leverage effect” 

(asymmetry coeffi cient  = 0.0317, p-value = 0.041) is identifi ed, indicating that positive price 

shocks increase future volatility stronger than negative shocks of equal magnitude. The obtained 

results deepen the understanding of specifi c market risks of digital assets and offer a theoreti-

cally grounded toolkit for their forecasting.
Keywords: Bitcoin pricing, macro-network indicators, principal component analysis (PCA), 

conditional volatility, inverse leverage effect, SARIMA-EGARCH-t models.
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